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Resumen

Se presenta un estado de la cuestion sobre la optimi-
zacion de contenidos para motores de busqueda ge-
nerativos basados en grandes modelos de lenguaje
(LLM), en un contexto en el que la visibilidad deja de
depender del posicionamiento tradicional para cen-
trarse en la integracion, influencia y atribucion del con-
tenido en las respuestas generadas por estos siste-
mas. Se realizé una revision bibliografica de la litera-
tura reciente sobre Generative Engine Optimization
(GEO) y otros enfoques relacionados, analizando sis-
temas generativos, métricas de evaluacién y estrate-
gias de optimizacion. La revisidbn muestra una conver-
gencia en torno a métricas de visibilidad, influencia y
verificabilidad, asi como a un conjunto recurrente de
estrategias que incluyen la mejora de la calidad y es-
tructura del contenido, el uso de datos estructurados,
el refuerzo de la autoridad y la optimizacién basada en
entidades. La optimizaciéon para motores generativos
redefine los objetivos del SEO tradicional y plantea
nuevos retos en términos de atribucion, estabilidad de
la visibilidad y calidad informativa, pero continta ba-
sandose en gran medida en las mismas estrategias y
técnicas. Este trabajo ofrece un marco de referencia
para futuras investigaciones y aplicaciones practicas,
especialmente aquellas encaminadas a la optimiza-
cion del contenido en aras de incrementar la visibilidad
en entornos de generacion de respuestas producidas
por sistemas basados en un LLM.

Palabras clave: Generative Engine Optimization
(GEO). Busqueda generativa. Visibilidad web. LLM.
Revisiones de la literatura.

1. Introduccion

Con la aparicién y rapida expansion de los moto-
res generativos y de respuesta basados en gran-
des modelos de lenguaje (LLM), se reconfiguran
muchos de los mecanismos de descubrimiento y
visibilidad de la informacion en linea. A diferencia
de la busqueda web tradicional, estos sistemas
combinan una capa de recuperacion de docu-
mentos (desde la web u otros corpus) con una
capa generativa capaz de sintetizar respuestas a
partir de multiples fuentes, incorporando en
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muchos casos referencias explicitas en forma de
citas o listas de fuentes. En este nuevo régimen
de mediacion algoritmica, la visibilidad web deja
de depender en gran medida del posicionamiento
en paginas de resultados de busqueda de moto-
res generalistas y pasa a estar condicionada por
la probabilidad de que un contenido sea recupe-
rado, seleccionado como contexto, utilizado para
construir el enunciado final y, finalmente, atri-
buido de forma reconocible en la respuesta pro-
ducida.
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Funcionalidades como las Google Al Overviews
(en espaniol, vistas creadas con IA) retienen una
parte del trafico que anteriormente se dirigia a re-
sultados patrocinados y organicos, lo que intro-
duce una tension estructural entre visibilidad en
estos resumenes y canibalizacion del trafico (Liu
y otros, 2025) al sustituir las listas de enlaces tra-
dicionales por respuestas sintetizadas con pane-
les de citacion. En este nuevo paradigma, la visi-
bilidad ya no depende de la posiciéon en un ran-
king, sino de qué fuentes son citadas y con qué
frecuencia, lo que convierte la citacién en un ele-
mento central de exposicion (Alipour y ofros,
2026). Esto es especialmente relevante en un
contexto en que estos resumenes generativos se
sitlan en las zonas mas destacadas de las pagi-
nas de resultados (SERP), concentrando la aten-
cion del usuario.

Este cambio de paradigma rompe la relacién his-
torica entre posicion en la SERP vy visibilidad,
desplazando el objetivo de la optimizacién desde
el ranking hacia la influencia del contenido en la
respuesta final generada por el modelo (Chen y
otros, 2025d). Este mecanismo de citacion intro-
duce una nueva forma de visibilidad, distinta de
la SERP tradicional, y susceptible de sesgos de
concentracién, ya que los motores tienden a citar
repetidamente a determinadas fuentes. En este
sentido, algunos autores alertan de que los mo-
tores de busqueda generativos amplifican jerar-
quias de atencion preexistentes, lo que puede re-
forzar a actores ya dominantes y reducir la diver-
sidad de puntos de vista (Alipour y otros, 2026).

Por otro lado, estos sistemas parecen, a priori,
tan vulnerables como los motores de busqueda
“tradicionales”, o incluso mas, por lo que un actor
con capacidad de optimizar contenido puede in-
fluir en los documentos que se utilizan para ge-
nerar las respuestas o las fuentes que se citan
(Du y otros, 2026). La dependencia critica de los
documentos recuperados en la fase previa a la
generacion se ha expuesto como una vulnerabi-
lidad frente a ataques que explotan el hecho de
que los recuperadores priorizan la similitud con-
sulta-documento, permitiendo que documentos
maliciosos, disefiados para parecer altamente re-
levantes a la consulta, influyan de forma despro-
porcionada en la respuesta generada (Zheng y
otros, 2025). En este contexto, la manipulacion
de un solo documento puede distorsionar la inter-
pretacion del conjunto completo de documentos,
amplificando el impacto del ataque. Estas mani-
pulaciones no se basan en técnicas explicitas
propias del SEO como el keyword stuffing, sino
en ajustes semanticos sutiles que explotan los
sesgos internos y los patrones de entrenamiento
del modelo, lo que las hace mas dificiles de

detectar y contrarrestar que el black hat SEO tra-
dicional (Hu, 2025).

A diferencia de los motores de busqueda tradicio-
nales, los bots conversacionales (chatbots) redu-
cen la necesidad de que el usuario explore multi-
ples paginas web, lo que incrementa la percep-
cion de eficiencia y conveniencia. No obstante,
estos sistemas pueden generar informacion
inexacta, desactualizada o poco fiable, debido a
su entrenamiento previo y a limitaciones de com-
prension contextual (Kim y Priluck, 2025).

En este contexto, surge un nuevo reto tanto para
la investigacion como para la practica profesional
centrada en la visibilidad web: cémo debe redac-
tarse y estructurarse el contenido digital para ma-
ximizar su recuperabilidad, su capacidad de in-
fluir en respuestas sintetizadas y su reconoci-
miento mediante atribucidon en entornos de bus-
queda y respuesta generativa.

Este conjunto de problemas se articula en torno
al concepto de Generative Engine Optimization
(GEO) y a nociones afines como Generative
Search Engine Optimization (G-SEO), Answer
Engine Optimization (AEO), Artificial Intelligence
SEO (AI-SEO) o Conversational SEO (C-SEO),
que comparten la premisa de que los objetivos y
meétricas del SEO clasico resultan insuficientes
para describir la competencia por la visibilidad y
la credibilidad en sistemas generativos orienta-
dos a respuestas directas.

Desde la perspectiva adoptada en este trabajo y,
a diferencia del SEO clasico, centrado prioritaria-
mente en el posicionamiento y el trafico, la GEO
puede definirse como el proceso de disefio, es-
tructuracion y validacién estratégica de conteni-
dos digitales destinado a maximizar su recupera-
cion, su influencia textual y su atribucion verifica-
ble en respuestas generadas por sistemas basa-
dos en un LLM.

A partir de esta premisa, este trabajo se propone:
(1) delimitar y sistematizar el marco conceptual y
terminolégico asociado a la optimizacion para
motores generativos de respuesta; (2) identificar
y clasificar los principales objetivos de optimiza-
cion y las métricas propuestas para evaluarlos;
(3) identificar los recursos metodoldgicos dispo-
nibles, incluyendo conjuntos de datos y bancos
de prueba (benchmarks); y (4) identificar méto-
dos y estrategias especificos para la evaluacion
y el disefio de contenidos. Con ello, se espera
aportar una base analitica que permita compren-
der el estado del arte y orientar tanto futuras in-
vestigaciones como practicas profesionales de
produccion y optimizacién de contenido en este
ecosistema emergente.
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2. Metodologia

Con el fin de identificar trabajos relevantes para
alcanzar los objetivos propuestos, se llevé a cabo
una busqueda exploratoria el 1 de febrero de
2026 en Scopus utilizando la ecuacion:

(“Generative Engine Optimization” OR “Generative
Search Engine Optimization” OR “Answer Engine
Optimization” OR “Atrtificial Intelligence SEO” OR
“Conversational SEQ”)

Esta busqueda devolvid un unico resultado (Ag-
garwal y otros, 2024), lo que pone de manifiesto
el caracter incipiente de la disciplina, asi como la
todavia limitada publicacién e indexacion de este
tipo de investigaciones en revistas de impacto y
canales académicos convencionales.

La misma busqueda se replicé en Google Scho-
lar en la misma fecha, limitando los resultados a
trabajos publicados a partir de 2023. Se obtuvie-
ron 200 resultados. El corpus se amplié mediante
el método de bola de nieve, a partir del analisis
de las referencias citadas en los trabajos inicial-
mente identificados. Mediante este procedi-
miento se localizaron 7 documentos adicionales
relevantes, que no habian sido recuperados me-
diante la busqueda directa en Scholar. Tras eli-
minar duplicados (6 resultados) y aplicar criterios
de exclusion: idioma diferente al inglés, espafiol,
catalan, francés o portugués (50 resultados), fal-
sos positivos que no abordan el objeto de estudio
(87 resultados), trabajos finales de grado y mas-
ter (4 resultados), textos no académicos (5 resul-
tados), y 6 documentos a los que no ha sido po-
sible acceder mediante vias institucionales, repo-
sitorios de acceso abierto o tras contactar con los
autores, el corpus final quedé en 49 documentos.

Una vez constituido el corpus final, se elaboré
una matriz para registrar los datos bibliograficos,
su tipo documental y la categoria tematica princi-
pal a la que contribuia. El analisis se realizé me-
diante una codificacion tematica de caracter
mixto, deductiva e inductiva. En una primera
fase, las categorias iniciales se definieron a partir
de los objetivos del estudio. En una segunda
fase, durante la lectura analitica de los documen-
tos, estas categorias se ajustaron para recoger
dimensiones emergentes del campo, como las
métricas de visibilidad, los patrones de citacién,
los sesgos de atribucion, los bancos de prueba y
las estrategias de optimizacion. Como resultado
de este proceso, los documentos se organizaron
en seis ejes.

La codificacién fue realizada por el autor princi-
pal. No se calculé fiabilidad intercodificador, as-
pecto que se reconoce como limitacion.

Dada la novedad del objeto de estudio, el corpus
no se limitd a articulos (9), sino que incluyé

también preprints (29), comunicaciones (8) y ca-
pitulos (3). La pertinencia de las fuentes se eva-
lud en funcidn de su relacion directa con el objeto
de estudio. La fiabilidad se valor6 atendiendo a la
autoria institucional o académica, la presencia de
metodologia explicita y el uso de datos empiricos
0 bancos de prueba.

3. Resultados

A continuacion se presentan los resultados de la
revision bibliografica, organizados de forma sis-
tematica en torno a seis ejes analiticos comple-
mentarios: (1) los sistemas objeto de optimiza-
cion; (2) los principales paradigmas conceptuales
de optimizacion propuestos en la literatura; (3)
las métricas y marcos de evaluacién utilizados
para medir la visibilidad, la influencia y la verifica-
bilidad; (4) los patrones de comportamiento y
sesgos observados en los motores generativos;
(5) los bancos de pruebas y conjuntos de datos
que sustentan empiricamente el area; y (6) los
métodos y estrategias concretas de GEO identi-
ficados.

3.1. Los sistemas objeto de optimizacion:
funcionamiento de los motores generativos y de
respuesta

La literatura distingue al menos dos ecosistemas
tecnoldgicos relevantes: (1) ecosistemas centra-
dos en la busqueda con capa generativa, en los
que la recuperacion de la informacion sigue
siendo el nucleo del sistema y la generacion ac-
tua como mecanismo de sintesis y presentacion
destacada de una respuesta, generalmente con
atribucion explicita de fuentes (Google Al Over-
views, Bing con Copilot...); y (2) ecosistemas
conversacionales centrados en modelos de len-
guaje, donde la interaccion se formaliza a través
de un dialogo con el modelo, la recuperacion
opera de forma auxiliar y la visibilidad de las fuen-
tes depende de decisiones especificas de disefio
y del prompt (ChatGPT, Claude, Gemini...).

A pesar de estas diferencias en el modo de ac-
ceso y en la presentacion de los resultados, la li-
teratura coincide en caracterizar los motores ge-
nerativos o de respuesta como sistemas basados
en una arquitectura relativamente homogénea,
articulada en torno a un esquema simple: primero
se busca la informacién y luego se genera la res-
puesta (retrieve—then—generate) con mecanis-
mos de atribucién. Los mecanismos de atribucion
son los componentes que determinan si se inclu-
yen citas, como se presentan y a qué fuentes se
reconoce una contribucién en la respuesta gene-
rada (Abolghasemi y otros, 2025). Aunque no se
mencionan de forma explicita en todos los textos
analizados, antes de la fase de recuperacion
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interviene un modelo generativo especifico de re-
formulacion de las consultas encargado de des-
componer o reformular la consulta original en un
conjunto de consultas méas simples y adecuadas
para el motor de busqueda (Aggarwal y otros,
2024), mediante técnicas de procesamiento del
lenguaje natural, como la tokenizacion (division
del texto en unidades discretas o fokens) y la ge-
neracion de embeddings (representaciones vec-
toriales numéricas de los tokens que capturan
significado, relaciones y similitudes entre estos).

En la fase de recuperacién, en una primera
etapa, el sistema selecciona documentos o pasa-
jes candidatos a partir de un indice. Este proceso
se lleva a cabo mediante técnicas léxicas (por
ejemplo, con el algoritmo de clasificacion proba-
bilistico BM25), métodos de recuperacion densa
(basados en similitud semantica, que capturan el
significado del texto mas alla de la coincidencia
exacta de palabras clave) o enfoques hibridos.
Sobre esta seleccion suele ejecutarse una fase
de resumen o fusioén, que integra el contenido re-
cuperado en una representacion intermedia. A
continuacion, una capa generativa, basada en un
LLM, produce la respuesta combinando conoci-
miento paramétrico adquirido en el preentrena-
miento, el contexto textual recuperado y, en oca-
siones, informacién procedente de herramientas
externas o alguna API. Finalmente, una capa de
atribucion decide qué fuentes se citan o muestran
en la respuesta generada y con qué grado de vi-
sibilidad o detalle (Aggarwal y otros, 2024).

Enmarcando este flujo de trabajo en la tradicién
de la recuperacion de la informacién, Li y otros
(2025) distinguen entre enfoques de recupera-
cién generativa (GR), en los que el modelo ge-
nera identificadores de documentos directa-
mente a partir de sus parametros, y estrategias
de generacion de respuestas fiables (Reliable
Response Generation o RRG), tipicamente im-
plementadas mediante arquitecturas RAG (Re-
trieval-Augmented Generation o generacion au-
mentada con recuperacion) que combinan cono-
cimiento interno con evidencia externa mediante
modulos de recuperacion que buscan documen-
tos o pasajes relevantes en fuentes externas con
el objetivo de producir respuestas mas informa-
das, verificables y actualizadas que las que
puede generar un modelo usando solo su cono-
cimiento interno. Esta revisién también sistema-
tiza los mecanismos de atribucion, diferenciando
entre estrategias de citacion durante la genera-
cion (respuesta y citas producidas conjunta-
mente) y estrategias de citacion posterior (asig-
nacion de fuentes mediante modelos de alinea-
cién o verificacion tras generar el texto).

Comprender esta arquitectura multinivel resulta
imprescindible tanto para situar la investigacion

en GEO como para determinar qué acciones de
optimizacion pueden implementarse en cada una
de las distintas etapas del proceso: aumentar la
probabilidad de recuperacion inicial, favorecer la
inclusién del contenido en la ventana de contexto
limitada del modelo, maximizar su contribucion
efectiva a la formulacién de la respuesta —frente
a una parafrasis superficial— y asegurar su reco-
nocimiento mediante mecanismos de atribucion
visibles (Tripathi, 2025).

Por otro lado, diversos trabajos tratan la verifica-
bilidad como una dimension de evaluacion tan re-
levante como la utilidad percibida o la fluidez del
texto. En su auditoria de cuatro motores genera-
tivos comerciales (Bing Chat, NeevaAl, perple-
xity.ai y YouChat), Liu y otros (2023) miden la ve-
rificabilidad mediante dos métricas: (1) citation
recall, definida como la proporcién de afirmacio-
nes generadas plenamente respaldadas por ci-
tas; y (2) citation precision, entendida como la
proporcioén de citas que sustentan efectivamente
la afirmacion a la que estan asociadas.

Al mismo tiempo, la investigacion sobre sistemas
RAG advierte que la atribucion no depende solo
del contenido. Abolghasemi y otros (2025) intro-
ducen la sensibilidad de la atribucion (attribution
sensitivity) y el sesgo de atribucion (attribution
bias) respecto a metadatos de autoria. Mediante
experimentos con condiciones alternativas iden-
tifican variaciones de entre el 3 % y el 18 % en la
calidad de la atribucion, medida a través de mé-
tricas de citacion (precision y exhaustividad), asi
como una preferencia hacia documentos etique-
tados como “creados por humanos”, incluso
cuando se trata de clones de esos mismos docu-
mentos generados por humanos, pero etiqueta-
dos como “creados por el LLM”.

3.2. Paradigmas de optimizacién: GEO, G-SEO,
GSEO, AEOQ, AI-SEO, C-SEO

La literatura centrada en la optimizacion para la
busqueda mediada por IA ha dado lugar a varios
enfoques relacionados entre si, cuyo objetivo co-
mun es que los contenidos sean seleccionados,
utilizados y citados en las respuestas generadas
por estos sistemas. El concepto de GEO, pro-
puesto por Aggarwal y otros (2024), define esta
optimizacién como un proceso orientado a mejo-
rar la visibilidad de los contenidos en motores ge-
nerativos, superando las métricas tradicionales
del SEO al centrarse en como los contenidos son
recuperados, resumidos y atribuidos en las res-
puestas automaticas. A partir de esta base, Zhou
y otros (2026) proponen un marco de optimiza-
cién para motores generativos que aborda expli-
citamente el problema de la optimizacion multi-
consulta, al que denominan IF-GEO. Estos
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autores entienden la optimizacién como un pro-
blema mas complejo, en el que un mismo conte-
nido debe responder de forma robusta a multiples
consultas diferentes, cuyas exigencias pueden
entrar en conflicto. Para ello integran un procedi-
miento de optimizacion en dos fases, divergencia
y convergencia (diverge-converge) que primero
identifica patrones de optimizacion distintos aso-
ciados a diferentes consultas, y después los com-
bina teniendo en cuenta posibles conflictos para
generar una revisiéon global del contenido.

En una linea cercana, los enfoques GSEO (Chen
y otros, 2025a) y G-SEO (Chen y otros, 2025b)
se centran especificamente en los motores de
busqueda generativos basados en recuperacion
y generacion (RAG), y ponen el acento en medir
la influencia real de un documento dentro de las
respuestas, utilizando dimensiones como la fre-
cuencia con la que aparece, el grado de atribu-
cion correcta o su impacto en el contenido final
de la respuesta. Estos planteamientos se han
ampliado también a contextos multimodales que
procesan y combinan texto e imagenes al recu-
perar informacion y generar respuestas, donde
se busca mejorar la integracién entre ambas mo-
dalidades para aumentar la presencia del conte-
nido en las respuestas generativas. En este sen-
tido, Chen y Liao (2025c) se centran en generar
descripciones textuales de imagenes e integrar-
las en su contenido, con el fin de alinear la infor-
macion visual y textual, y enriquecer esta ultima
en un contexto en el que los textos alternativos
habitualmente no son suficientemente descripti-
VoS en comparacion con el texto principal. De
este modo, los motores generativos multimoda-
les pueden recuperar y utilizar también la seman-
tica procedente de las imagenes, aumentando la
influencia del documento en la respuesta gene-
rada y su probabilidad de citacién.

Desde una perspectiva mas practica, la AEO se
ocupa de optimizar contenidos para interfaces
centradas directamente en la respuesta —como
mddulos de respuesta generativa, sistemas tipo
SGE (search generative experience) o interfaces
conversacionales basadas en un LLM (chatbots)
(Raju y otros, 2025; Enache, 2025). En muchos
de estos casos, satisfacen la consulta del usuario
sin necesidad de acceder a sitios web externos,
lo que incrementa las denominadas busquedas
sin clics o de cero clics (Sharma y Dhiman, 2025;
Soukaina, 2025). Estos motores priorizan la com-
prensién semantica, la interpretacion de la inten-
cion del usuario y el uso de procesamiento del
lenguaje natural frente a los mecanismos clasi-
cos basados en palabras clave y enlaces. Como
consecuencia, cuando se integran en buscado-
res tradicionales disminuye la visibilidad de los
resultados organicos y se refuerza el papel de

elementos como los fragmentos destacados, pa-
neles de conocimiento o respuestas directas ge-
nerativas (Sharma y Dhiman, 2025).

En el trabajo de Rajaguguk y otros (2025), el foco
se traslada al &mbito empresarial. Bajo la deno-
minacion de AI-SEO se recogen estrategias de
optimizacién especificamente disefiadas para
buscadores basados en IA con el objetivo de me-
jorar la visibilidad y la generacion de leads cuali-
ficados, en el contexto de un estudio experimen-
tal controlado con empresas reales.

Por ultimo, Puerto y otros (2025) introducen el
concepto C-SEO, que se centra en la optimiza-
cion para entornos de busqueda conversaciona-
les. Su trabajo muestra que muchas de estas téc-
nicas tienen efectos limitados o pierden eficacia
cuando se adoptan de forma generalizada. Los
resultados empiricos indican que, a medida que
mas sitios aplican estrategias similares, las ven-
tajas tienden a diluirse, ya que la mejora de unos
contenidos suele producirse a costa de otros, sin
un beneficio global sostenido.

En menor medida, también aparece el término
LLM SEO para referirse a paradigmas de optimi-
zacion cercanos a la GEO o a la AEO (Tripathi,
2025).

A pesar de sus diferencias terminoldgicas, de en-
foque y de tipo de sistema objetivo, todos estos
planteamientos comparten una misma idea cen-
tral, segun la cual en los entornos de busqueda
generativa, la optimizacién se centra en lograr
que los contenidos se integren de manera efec-
tiva y con atribucién explicita en las respuestas
generadas por sistemas de IA.

3.3. Visibilidad, influencia y verificabilidad:
métricas y evaluacién

La investigacion reciente desplaza el foco desde
las métricas tradicionales vinculadas a los ran-
kings hacia nociones mas amplias que describen
el papel efectivo de una fuente en la respuesta
generada. En este marco, la visibilidad incluye no
solo la recuperacion del documento, sino tam-
bién su grado de influencia, uso y atribucién en la
sintesis de la respuesta, asi como la calidad ve-
rificable de dicha atribucion.

Un primer marco de referencia es GEO-Bench,
propuesto por Aggarwal y otros (2024), que pro-
porciona un banco de pruebas formado por un
conjunto amplio de consultas con fuentes rele-
vantes asociadas y permite evaluar cadenas de
procesamiento (pipelines) completas de recupe-
racion y generacion con atribucién mediante ci-
tas. Sobre esta base se definen métricas especi-
ficas que incluyen la visibilidad (grado de presen-
cia textual y prominencia de una fuente en la
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respuesta y proporcién del contenido de la res-
puesta que sustenta), exhaustividad (citation re-
call) y precision (citation precision), asi como una
medida de influencia basada en el solapamiento
entre el contenido de la respuesta y la fuente. Los
resultados muestran que modificaciones heuris-
ticas del contenido pueden traducirse en incre-
mentos de hasta un 40 % en estas métricas, lo
que las consolida como objetivos de optimizacion
medibles y operativos.

Frente a este enfoque centrado en la consulta,
CC-GSEO-Bench (Chen y otros, 2025a) intro-
duce una evaluacién mas orientada al contenido
y al nivel de documento, en la que la influencia
de una fuente se evalla mediante tres dimensio-
nes principales: exposure (visibilidad efectiva de
la fuente en la respuesta), faithful credit (si el cré-
dito asignado es correcto) y causal impact
(cuanto cambia la respuesta si una fuente se eli-
mina del conjunto de documentos candidatos).
Este marco permite analizar no solo si una fuente
aparece citada, sino también su prominenciay vi-
sibilidad, la fidelidad con la que se le atribuye el
contenido utilizado y el impacto causal que su
presencia tiene en la calidad de la respuesta. Es-
tas dimensiones se complementan con dos ejes
de calidad del contenido: readability & structure
(el grado de claridad, organizacion y reutilizacion
del contenido) y trustworthiness & safety (como
de fiable y seguro es para ser mostrado en la res-
puesta), que permiten contextualizar e interpretar
los resultados de influencia a nivel de articulo.

Como en la practica un contenido puede funcio-
nar bien para muchas consultas, pero empeorar
de forma notable para otras, Zhou y otros (2026)
proponen evaluar no solo la mejora promedio,
sino también los peores casos, es decir, aquellas
consultas para las que la optimizaciéon tiene un
efecto negativo. Para ello introducen métricas
que miden cuanto puede empeorar el rendi-
miento en el peor escenario o con qué frecuencia
una version optimizada rinde igual o mejor que la
original. Sus resultados muestran que es posible
disefar estrategias de optimizacién que mejoren
el comportamiento general del contenido sin per-
judicar su desempefo en consultas concretas,
algo especialmente importante en paginas que
deben responder a consultas diversas a partir
tanto de articulos académicos como de recursos
informativos generales.

Desde una perspectiva mas diagnéstica, GEO-
16 conecta caracteristicas observables de las pa-
ginas con la probabilidad de ser citadas por mo-
tores generativos. Concretamente, define 16 as-
pectos de optimizacidén on-page y los agrega en
una puntuacién normalizada que se asocia de
forma significativa con la tasa de citacion en sis-
temas como Google Al Overviews, Brave

Summary o Perplexity (Kumar y Palkhouski,
2025). Los anadlisis identifican umbrales operati-
vos a partir de los cuales la probabilidad de cita-
cién aumenta de forma sustancial.

En paralelo, comienzan a surgir aproximaciones
instrumentales desde el ambito profesional orien-
tadas a captar el impacto de los motores genera-
tivos en el acceso a los contenidos. Este ecosis-
tema es todavia incipiente y heterogéneo, por lo
que no puede considerarse estabilizado ni ex-
haustivo. En este contexto, herramientas de ana-
litica como Matomo han incorporado reciente-
mente un informe especifico que recoge el trafico
de referencia procedente de asistentes de IA
(Matomo, 2026). Las impresiones generadas en
las Al Overviews de Google también estaran pro-
ximamente disponibles en Search Console (Goo-
gle, 2026). Estas aproximaciones permiten medir
dimensiones complementarias de la visibilidad,
como la exposicion (impresion) de los enlaces y
el trafico derivado de ellos, pero no captan de
manera completa la mera apariciéon, mencioén o
atribucién de los contenidos en las respuestas
generadas, por lo que solo suponen un primer
paso para empezar a medir la visibilidad en este
nuevo tipo de entornos. Entre las soluciones es-
pecificamente orientadas a este nuevo escenario
se encuentran herramientas como Semrush Al
Search Visibility Checker, que analiza la presen-
cia de una marca en plataformas de busqueda
con IA a partir de menciones, fuentes citadas,
comparacion con competidores y consultas que
activan dichas menciones, y Ahrefs Brand Radar,
que permite monitorizar la visibilidad de marcas
en respuestas generadas por IA, comparar cuota
de voz, identificar paginas y dominios citados y
detectar oportunidades de aparicidon en respues-
tas de sistemas como Al Overviews, ChatGPT,
Perplexity, Gemini, Copilot o Grok (Tan, 2026).

3.4. Comportamiento de los motores
generativos: patrones de citacién y sesgos

Una parte de los trabajos revisados busca carac-
terizar qué tipos de fuentes y qué rasgos textua-
les tienden a favorecer los motores generativos
al seleccionar y citar evidencias. En auditorias
comparativas a gran escala, Chen y otros
(2025d) describen variaciones sistematicas entre
motores (por ejemplo, GPT/ChatGPT, Perplexity
0 Google Gemini) y la busqueda web tradicional,
y documentan sesgos hacia medios y terceros de
gran autoridad frente a contenidos de marca o
sociales, ademas de diferencias en diversidad de
dominios, actualidad de URL citadas y estabili-
dad de las fuentes cuando una misma consulta
se reformula o traduce. En un trabajo comple-
mentario, muestran que estas diferencias res-
ponden a una légica propia de los motores
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generativos, en la que el conocimiento adquirido
durante el preentrenamiento del LLM interactua
con la recuperacién de evidencias externas, in-
fluyendo tanto en la seleccion de fuentes como
en patrones de citacién y recencia distintos de los
observados en el ranking web clasico (Chen y
otros, 2026).

En el caso de Google Al Overviews, de acuerdo
con el trabajo de Ma y otros (2025), los motores
generativos tienden a citar con mas frecuencia
contenidos que estan escritos de forma clara,
sencilla y parecida a otros textos sobre el mismo
tema. Segun los resultados obtenidos por estos
autores, esta preferencia no depende tanto de re-
glas del buscador, sino de cémo funcionan los
propios LLM. Ademas, sefialan que retocar los
textos para que sean mas faciles de procesar por
el modelo —por ejemplo, simplificando el len-
guaje— puede aumentar las posibilidades de que
un contenido sea utilizado y citado en las res-
puestas generadas.

Otro resultado relevante se refiere a como los
modelos determinan qué evidencia es convin-
cente. Wan y otros (2024) introducen CONFLIC-
TINGQA, un conjunto de preguntas controverti-
das con documentos reales que apoyan respues-
tas opuestas. Los autores muestran que, en sis-
temas RAG, los modelos dependen principal-
mente de la relevancia del texto para la consulta.
En cambio, tienden a ignorar rasgos estilisticos
que los humanos suelen asociar con la credibili-
dad, como el tono neutral o la presencia de refe-
rencias, y pueden verse influenciados por modifi-
caciones superficiales que aumentan artificial-
mente la relevancia del contenido.

Hajmohammed y otros (2025) advierten que op-
timizar contenidos para mejorar la visibilidad en
estos entornos puede alterar la distribucion origi-
nal de los datos y sesgar las respuestas, favore-
ciendo contenidos sentimentales o populares en
detrimento de la calidad o la representatividad.
En este sentido, la GEO puede provocar una re-
duccion de la calidad, fiabilidad y neutralidad de
las respuestas en los mismos términos que el
SEO lo ha fomentado también en las ultimas dé-
cadas.

Mochizuki y otros (2025) muestran que la citacion
en motores generativos también depende del tipo
de fuente. En consultas politicas, las fuentes ofi-
ciales concentran una parte importante de las ci-
tas, pero también aparecen con frecuencia fuen-
tes en las que es facil publicar contenido, como
blogs o plataformas abiertas. Aunque estas ulti-
mas suelen encajar peor con el contenido de la
respuesta, siguen influyendo en el resultado, lo
que revela una vulnerabilidad a posibles

manipulaciones o ataques de envenenamiento
del sistema (poisoning).

En un plano aplicado, Quintana-Gomez (2026)
documenta en recomendaciones hoteleras gene-
radas en espafiol una elevada volatilidad tempo-
ral tanto en marcas recomendadas como en
fuentes citadas, lo que refuerza la idea de una
mediacién algoritmica no estable.

Finalmente, Abolghasemi y otros (2025) mues-
tran que la incorporacion de metadatos explicitos
sobre la autoria de los documentos —en con-
creto, etiquetas que los identifican como escritos
por personas o generados por LLM— puede mo-
dificar significativamente la calidad de la atribu-
cién y producir un sesgo favorable hacia los con-
tenidos identificados como humanos.

3.5. Bancos de pruebas y conjuntos de datos

El desarrollo del area de investigacién se apoya
en un conjunto reducido de bancos de pruebas y
conjuntos de datos de referencia que permiten
evaluar de forma sistematica la optimizacién para
motores generativos. El principal es GEO-Bench,
introducido por Aggarwal y otros (2024), que
reune unas 10.000 consultas reales con paginas
fuente relevantes y simula un flujo completo de
recuperacién y generacion con citas, lo que per-
mite evaluar comparativamente estrategias heu-
risticas y basadas en aprendizaje mediante mé-
tricas de visibilidad, influencia y calidad de la ci-
tacion. Este benchmark ha servido como base
comun para trabajos posteriores (Wu y otros,
2025; Chen y otros, 2025b; Bagga y otros, 2025).

De forma complementaria, CC-GSEO-Bench
(Chen y otros, 2025a) desplaza el foco de la con-
sulta individual al documento, al vincular cada ar-
ticulo con multiples consultas. Esto permite medir
la influencia acumulada de un contenido en las
respuestas generativas atendiendo a con qué
frecuencia aparece citado, con qué correccion se
le atribuye la informacion y hasta qué punto su
presencia resulta determinante para el contenido
final de la respuesta. Ademas, el marco facilita la
evaluacién de procesos de optimizacion multia-
gente (procesos en los que el modelo realiza va-
rias tareas diferenciadas de forma coordinada)
basados en modelos de lenguaje, y resulta espe-
cialmente adecuado para documentos extensos
y de propésito general.

Junto a estos marcos generales, han surgido da-
tasets orientados a dominios concretos. E-GEO
se centra en comercio electronico y se utiliza
para evaluar estrategias de reescritura y optimi-
zacion iterativa en fichas de productos (Bagga y
otros, 2025), mientras que Beyond SEO, apli-
cado al turismo, ofrece pares de textos originales
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y versiones optimizadas mediante LLM, lo que
permite analizar mejoras de visibilidad en simula-
ciones de motores generativos (Llttgenau y
otros, 2025).

En el contexto de la busqueda conversacional, C-
SEO Bench analiza situaciones en las que mu-
chos sitios compiten por aparecer en las respues-
tas generadas, y muestra que las técnicas de op-
timizacion conversacional suelen ser poco efica-
ces cuando se usan de forma generalizada
(Puerto y otros, 2025). De manera complementa-
ria, el conjunto de datos de Pfrommer y otros
(2024) se utiliza para estudiar hasta qué punto es
posible alterar qué contenidos se citan o reco-
miendan en motores conversacionales introdu-
ciendo texto estratégico en paginas web reales.

Finalmente, varios conjuntos de datos centrados
en evidencia y atribucidon proporcionan métricas
reutilizadas en la investigacion sobre GEO. Con-
flictingQA permite analizar qué evidencias resul-
tan convincentes para modelos RAG en contex-
tos de informacion contradictoria (Wan y otros,
2024), mientras que los conjuntos de verificabili-
dad de Liu y otros (2023) introducen anotaciones
explicitas para medir precision y exhaustividad.
Asimismo, los datos de GopherCite se emplean
para entrenar y evaluar la fidelidad de las citas a
nivel de fragmento textual, influyendo directa-
mente en los protocolos de evaluacion adopta-
dos por la literatura posterior (Menick y otros,
2022).

3.6. Métodos y estrategias de GEO

Los métodos propuestos en la literatura sobre
GEO pueden organizarse en dos grandes lineas
complementarias. Por un lado, se situan los en-
foques basados en reescrituras heuristicas o su-
pervisadas del contenido, orientadas a adaptar
textos existentes a las preferencias observadas
de los motores generativos. Por otro, emergen
métodos mas recientes de optimizaciéon en los
que los propios LLM participan activamente en la
mejora del contenido a partir de sefales explici-
tas o implicitas de visibilidad. A partir de estas
dos lineas, las estrategias identificadas pueden
agruparse en tres niveles estrechamente relacio-
nados: la optimizacion editorial y semantica del
contenido, la construccion de verificabilidad y au-
toridad, y la optimizacion técnica del documento
para su lectura por sistemas generativos.

Dentro de la primera linea, diversos trabajos
coinciden en que la estructura, claridad y calidad
formal del contenido son factores centrales para
incrementar su probabilidad de ser reutilizado en
respuestas generativas. Aggarwal y otros (2024)
evaltan transformaciones como la incorporacion
de secciones explicitas de preguntas vy

respuestas, la introducciéon temprana de defini-
ciones, el uso de citas, estadisticas o fragmentos
textuales destacados, asi como mejoras estruc-
turales mediante encabezados y listas, mos-
trando incrementos de visibilidad de alrededor de
un 40 %, aungque con variaciones segun dominio
y motor generativo. En la misma linea, Chen y
otros (2025a), Littgenau y otros (2025) y Sharma
y Dhiman (2025) recogen estrategias recurrentes
como la mejora de la fluidez linglistica, la simpli-
ficacion del lenguaje, el uso de terminologia téc-
nica, la adopcion de un tono autoritativo, la inclu-
sion de datos cuantitativos y estadisticas verifica-
bles, y el enriquecimiento léxico para aumentar la
especificidad del contenido. Estas practicas bus-
can reforzar tanto la comprension por parte del
modelo como la percepcion de autoridad vy fiabili-
dad. En este mismo eje se situa la estructuracion
semantica y formal del contenido, orientada a fa-
cilitar su interpretacion, extraccion y reutilizacion
por sistemas de IA. Mdltiples autores subrayan la
importancia de organizar la informacion mediante
encabezados claros, segmentacion logica, listas,
tablas y formatos modulares, asi como priorizar
enfoques answer-first o frontloading, situando
definiciones, conclusiones o respuestas clave al
inicio del texto (Kumar y Palkhouski, 2025;
Samet, 2025).

De forma complementaria, varios trabajos enfati-
zan la necesidad de reforzar la precision factual,
la verificabilidad y la actualizacién del contenido.
Wu y otros (2025), en el método AutoGEO apli-
cado al benchmark Researchy-GEO, integran de
manera sistematica la exigencia de cubrir los te-
mas de forma exhaustiva y autosuficiente, con
profundidad explicativa, enfoque tematico es-
tricto y ausencia de informacion irrelevante. Este
enfoque se acompafia de la atribucion clara de
afirmaciones a fuentes creibles, la presentacion
de evidencias especificas (datos, estadisticas o
ejemplos verificables), el mantenimiento de un
tono neutral y no promocional, y una alta calidad
formal de escritura. Estrategias similares se re-
cogen en Raju y otros (2025), Enache (2025) y
Kumar y Palkhouski (2025), que subrayan ade-
mas la importancia de la actualizaciéon explicita
del contenido mediante fechas visibles y metada-
tos legibles por maquina. Estas recomendacio-
nes se prolongan en el refuerzo de la autoridad,
la confianza y la credibilidad, frecuentemente ar-
ticuladas en torno al marco E-E-A-T (Experience,
Expertise, Authority, Trustworthiness). Diversos
autores coinciden en que la presencia de autoria
transparente, menciones de fuentes primarias,
citas a dominios fiables (.edu, .gov...), resefias,
menciones de marca y coherencia reputacional
multicanal incrementan la probabilidad de que un
contenido sea considerado reutilizable por los
motores generativos (Enache, 2025; Raju y otros,
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2025; Kumar y Palkhouski, 2025; Chen y otros,
2025d; Couto y Mouco, 2025). Barnard y Artz
(2023) sintetizan estas aportaciones en un marco
estratégico basado en tres pilares (comprension,
credibilidad y entregabilidad) que desplaza el
foco desde el ranking tradicional hacia la capaci-
dad de los sistemas de IA para comprender, con-
fiar y reutilizar la informacion.

En relacién con la optimizacion basada en enti-
dades, varios trabajos destacan la necesidad de
pasar de una légica centrada en paginas y pala-
bras clave a otra orientada a entidades, hechos y
relaciones verificables. Raju y otros (2025),
Sharma y Dhiman (2025) y Couto y Mouco (2025)
subrayan la importancia del reconocimiento ex-
plicito de personas, organizaciones y conceptos,
asi como de la coherencia semantica de estas
entidades a lo largo del contenido. Rosen (2025)
profundiza en esta idea al sefialar que resulta
clave incrementar la densidad de citacién de una
entidad en fuentes que los LLM consideran fia-
bles y alinearla con ecosistemas formales de co-
nocimiento, como medios consolidados, entor-
nos académicos, dominios institucionales y gra-
fos de conocimiento. Este proceso se refuerza
mediante el uso de estructuras optimizadas para
IA, como esquemas, identificadores en Wikidata
y formatos comprensibles para los modelos, que
facilitan la incorporacion de la entidad al conoci-
miento interno del sistema (Cook, 2025). En este
marco, el prompt anchoring, entendido como el
disefio y estructuracién de los contenidos de
modo que los sistemas generativos aprendan a
asociar una entidad (marca, institucion, recurso,
autor...) con determinadas intenciones informati-
vas o tipos de preguntas, permite vincular de
forma estable una entidad con determinadas in-
tenciones de busqueda, incrementando la proba-
bilidad de que sea mencionada o incorporada de
manera natural en la respuesta.

Desde una perspectiva mas técnica, numerosos
autores coinciden en que factores clasicos pro-
pios del SEO técnico y la calidad web siguen
desempefiando un papel relevante para la visibi-
lidad en motores generativos. Entre ellos se in-
cluyen la optimizacion mavil, el uso correcto del
fichero robots.txt y los sitemaps, una jerarquia
adecuada de encabezados HTML, tiempos de
carga reducidos, arquitecturas de navegacion
amigables para bots y URLs candnicas para evi-
tar duplicidades (Schanbacher, 2025; Rajaguguk
y otros, 2025; Kumar y Palkhouski, 2025). Sobre
esta base técnica se situa el uso sistematico de
datos estructurados, especialmente Schema.org
en formato JSON-LD, que aparece como una de
las estrategias mas consistentes y transversales
en la literatura (Barnard y Artz, 2023; Chen y
otros, 2025d; Enache, 2025; Couto y Mouco,

2025; Karamuk, 2025; Namdev, 2025; Raja-
guguk y otros, 2025; Schanbacher, 2025). Se
destaca particularmente la compatibilidad de ti-
pos como FAQPage con la forma en que los LLM
generan respuestas concisas, asi como la utili-
dad de esquemas como Product para aumentar
la probabilidad de visibilidad. En el ambito espe-
cifico de los repositorios digitales, Reyes-Lillo y
otros (2025a; 2025b) priorizan ademas la estan-
darizacion y calidad de los metadatos, el uso de
identificadores persistentes, la interoperabilidad
con agregadores académicos y la implementa-
cion de estrategias multilingues.

Finalmente, algunos trabajos exploran mecanis-
mos emergentes y experimentales orientados a
facilitar la ingesta y comprension del contenido
por parte de los LLM. Reyes-Lillo y otros (2025a;
2025b) mencionan ficheros como los lims.txt y
Tripathi (2025) experimenta con ellos, asi como
con otros ficheros que denomina LLM SEO files
(page-name.yaml, page-name.md, schema.json,
evidence-of-facts.json, open-graph.json), conce-
bidos como ficheros de texto plano estructurados
legibles por humanos y maquinas que refuerzan
la vinculacion del contenido con hechos verifica-
bles (grounding) y reducen alucinaciones. No
obstante, se sefiala explicitamente que estas
propuestas se encuentran aun en fases tempra-
nas y sin adopcioén confirmada por las principales
empresas de IA (Pol y otros, 2025). De hecho, el
mismo John Mueller, portavoz de Google en te-
mas de busqueda y SEO, ha calificado reciente-
mente de “estupidas” las estrategias consisten-
tes en interceptar las peticiones de los agentes
de usuario de las IA para servirles versiones es-
pecificas de las paginas de un sitio optimizadas
para ellos en formato Markdown, ya que este pro-
cedimiento podria eliminar significado, estruc-
tura, asi como dificultar el procesamiento de los
enlaces. Su recomendacion es utilizar HTML lim-
pio y datos estructurados en lugar de construir
copias de contenido solo para bots (Southern,
2026).

En lineas generales, la literatura revisada mues-
tra una convergencia clara hacia estrategias que
combinan calidad y estructura del contenido, da-
tos estructurados, autoridad y confianza, optimi-
zacion basada en entidades, y adecuacion a con-
sultas conversacionales y entornos sin clic, con
pequefas variaciones segun el dominio y el con-
texto de aplicacion.

En el apéndice se incluye una tabla de sintesis
que recoge de forma sistematica las principales
categorias y estrategias identificadas en la litera-
tura, junto con su descripcion, el objetivo funcio-
nal en motores de busqueda generativos y las re-
ferencias correspondientes.
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4. Discusion

Los resultados de esta revision confirman que la
optimizacién para motores generativos supone
un desplazamiento sustantivo respecto a los su-
puestos clasicos del SEO, aunque este cambio
no opera del mismo modo en todos los niveles.
La ruptura es especialmente clara en los objeti-
vos y métricas de evaluacién. Frente a un modelo
centrado en el ranking, el trafico y la posicion en
la SERP, la literatura analizada entiende la visibi-
lidad como un fenédmeno compuesto, que integra
recuperacion, influencia textual y atribucion den-
tro de la respuesta generada. Esta redefinicion
no es meramente terminolégica, sino que res-
ponde a la arquitectura técnica de los motores
generativos, en la que la seleccion de fuentes, su
integracion en la ventana de contexto y su reco-
nocimiento explicito mediante citas se convierten
en puntos criticos de intervencién por parte de los
especialistas en optimizacion de la visibilidad.

Al mismo tiempo, la revision muestra una fuerte
continuidad en cuanto a estrategias. La mayoria
de las identificadas aparecen reiteradamente en
trabajos independientes. Esta convergencia tam-
bién indica que muchas practicas de GEO no
constituyen técnicas radicalmente nuevas, sino
una reconfiguracion y priorizacion de principios
ya presentes en la recuperacion de la informa-
cién y el SEO técnico y de contenidos, ahora re-
interpretados ala luz de los LLM. En este sentido,
la GEO puede entenderse como un cambio en la
intermediacion y las métricas, mas que como una
sustitucion completa de las practicas previas de
optimizacion.

No obstante, los resultados empiricos revisados
muestran que la eficacia de estas estrategias es
volatil y que su efectividad se reduce cuando las
técnicas se generalizan. En este sentido, una vez
generalizadas se podria observar como las dina-
micas ya conocidas en el SEO tradicional se re-
producen también en la GEO. Esta continuidad
plantea un problema critico, ya que, si los moto-
res generativos se convierten en nuevos espa-
cios de competencia por la visibilidad, también
pueden reproducir l6gicas de concentracién, ma-
nipulacion y optimizacién estratégica similares a
las observadas histéricamente en los buscado-
res, pero con un impacto potencialmente mayor
sobre la formulacién misma de la respuesta.

Los resultados sugieren que la optimizacion para
motores generativos no puede abordarse de
forma aislada ni puramente técnica. La reiterada
importancia de la autoridad, la reputacion y la
presencia en ecosistemas formales de conoci-
miento y sociales indica que la visibilidad en res-
puestas generativas depende tanto del contenido
como de su insercidn y aceptacion social. Desde

esta perspectiva, la GEO plantea implicaciones
epistemologicas e informacionales relevantes, en
tanto que estos sistemas no solo ordenan fuen-
tes, sino que seleccionan, sintetizan y atribuyen
evidencias, de modo que pueden reforzar jerar-
quias previas de autoridad, concentrar la aten-
cién en determinados dominios y reducir la diver-
sidad de fuentes visibles. Los sesgos de atribu-
cion, la volatilidad de las citas y la dependencia
de infraestructuras algoritmicas opacas introdu-
cen nuevos riesgos para la trazabilidad, la plura-
lidad y la evaluacion critica de la informacion.

Desde un punto de vista social, mas que afirmar
diferencias generacionales concluyentes, cabe
sefialar como hipotesis de trabajo futuro que la
familiaridad desigual con los sistemas tradiciona-
les de recuperacion, junto con distintos niveles de
alfabetizacion informacional, puede condicionar
la forma en que los usuarios interpretan la auto-
ridad de las respuestas generadas (Lopezosa y
otros, 2025). Mientras que las personas con ma-
yor edad o trayectoria académica podrian tender
a interpretar y utilizar los entornos de busqueda
generativa a partir de su experiencia previa con
sistemas tradicionales de recuperacion de la in-
formacion, las generaciones mas jovenes se
aproximan a estos entornos sin tanto bagaje, al
haber tenido un contacto limitado —o inexistente—
con dichos sistemas. Estas diferencias genera-
cionales pueden traducirse en brechas en las
competencias informacionales, con una mayor
tendencia de los usuarios mas jovenes o con una
menor alfabetizacion informacional a aceptar las
respuestas generadas como finales y una menor
conciencia sobre la necesidad de evaluar, con-
trastar y atribuir la informacion, lo que refuerza el
papel mediador de los sistemas de 1A y amplifica
el impacto de sus sesgos y criterios de visibilidad.

5. Conclusiones

Este trabajo se propuso analizar como la litera-
tura cientifica reciente aborda la optimizacion de
contenidos para su visibilidad, influencia y atribu-
cién en motores de busqueda generativos basa-
dos en LLM. Los resultados de la revision permi-
ten confirmar, en primer lugar, que la optimiza-
cion en estos entornos trasciende el SEO tradi-
cional y se orienta a lograr que los contenidos
sean recuperados, integrados y explicitamente
reconocidos dentro de las respuestas generadas,
en coherencia con la arquitectura que caracteriza
a estos sistemas.

En segundo lugar, la revisién ha permitido identi-
ficar y sistematizar los principales paradigmas
conceptuales de optimizacion y su nomenclatura
asociada (GEO, G-SEO, AEO, AI-SEO y C-
SEQ), asi como los marcos de evaluacion vy
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métricas que se utilizan para medir la visibilidad,
influencia y verificabilidad en motores generati-
vos. Este andlisis muestra una convergencia
clara hacia métricas centradas en el uso efectivo
del contenido y la calidad de la atribucion, mas
alla del posicionamiento.

Esta revision aporta una ordenacion inicial de un
campo todavia disperso e incipiente. Las ideas
mas robustas son la consolidacién del término
GEO como marco emergente para analizar la vi-
sibilidad de los contenidos en sistemas de bus-
queda generativa. En cambio, siguen siendo pro-
visionales las evidencias sobre la eficacia de es-
trategias concretas de optimizacion, ya que mu-
chas proceden de estudios exploratorios o ban-
cos de prueba limitados. Esta composicion del
corpus constituye una limitacion del estudio. En
términos académicos, la revision ofrece una base
para delimitar conceptos y futuras lineas de in-
vestigacion; en el ambito profesional, ayuda a
identificar criterios iniciales para adaptar conteni-
dos a los nuevos retos de visibilidad.

Finalmente, el estudio ha recopilado los métodos
y estrategias de GEO propuestos en la literatura,
evidenciando practicas transversales en torno a
la calidad y estructura del contenido, el uso de
datos estructurados, el refuerzo de la autoridad y
la optimizacion basada en entidades. A partir de
estos resultados, se abren diversas lineas de tra-
bajo futuro, entre las que destacan la necesidad
de estudios empiricos longitudinales que anali-
cen la estabilidad de la visibilidad y la citacién en
motores generativos a lo largo del tiempo, asi
como el analisis comparativo del impacto de dis-
tintas estrategias de optimizacién en funcién del
dominio tematico, el tipo de fuente y el contexto
de uso. Asimismo, resulta pertinente explorar las
implicaciones éticas, informativas y epistemolégi-
cas derivadas de la concentracién de la visibili-
dad y de los nuevos procesos de intermediacion
algoritmica en entornos de recuperacion de la in-
formacion cada vez mas populares e influyentes.
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Apéndice: Sintesis de los métodos y estrategias de GEO identificados en la literatura

Categoria Estrategia Descripcion Objetivo Referencias

Reescritura y Reescrituras Edicion del contenido mediante Comprension y Aggarwal y otros (2024); Couto y Mouco (2025)
calidad del heuristicas del inclusiéon de FAQs, definiciones extraccion

contenido contenido tempranas, citas, estadisticas, semantica

fragmentos destacados y
mejoras estructurales

Reescritura y
calidad del
contenido

Mejora de fluidez y
legibilidad

Simplificacion del lenguaje,
mejora de la fluidez linglistica y
claridad expresiva

Comprension y
extraccion
semantica

Chen y otros (2025a); Littgenau y otros (2025);
Sharma y Dhiman (2025); Soukaina (2025)

Reescritura 'y

Uso de terminologia

Introduccién de términos

Comprension y

Chen y otros (2025a)

calidad del técnica y Iéxico técnicos y palabras poco extraccion
contenido especifico frecuentes para aumentar la semantica
especificidad
Reescritura y Tono autoritativo Adopcion de un tono autoritativo Autoridad y Aggarwal y otros (2024); Wu y otros (2025)

calidad del
contenido

y no promocional

confianza percibida

Reescritura 'y

Inclusion de datos y

Uso de evidencia cuantitativa

Verificabilidad y

Aggarwal y otros (2024); Wu y otros (2025)

calidad del estadisticas verificable anclaje factual
contenido
Precision y Contenido exhaustivo ~ Cobertura completa del tema, Comprension y Cook (2025); Wu y otros (2025)

verificabilidad

y autosuficiente

profundidad explicativa y
enfoque tematico estricto

extraccion
semantica

Precision y
verificabilidad

Atribucién explicita
de fuentes

Citas claras y verificables de
fuentes creibles

Verificabilidad y
anclaje factual

Wau y otros (2025); Raju y otros (2025)

Precision y Actualizacion del Indicacién explicita de fechas y Verificabilidad y Kumar y Palkhouski (2025)
verificabilidad contenido frescura mediante metadatos anclaje factual
Autoridad y Marco E-E-A-T Refuerzo de experiencia, Autoridad y Raju y otros (2025); Chen y otros (2025d);
confianza autoridad y fiabilidad mediante confianza percibida Enache (2025)

autoria, fuentes y coherencia

reputacional
Autoridad y Menciones y resefias Uso de menciones de marca, Autoridad y Barnard y Artz (2023); Samet (2025)
confianza resefias y presencia multicanal confianza percibida

Estructura del
contenido

Enfoque answer-first
/ frontloading

Colocar definiciones, respuestas
o conclusiones clave al inicio del
texto

Comprension y
extraccion
semantica

Kumar y Palkhouski (2025); Samet (2025)

Estructura del Segmentacion Uso de encabezados claros, Comprension y Aggarwal y otros (2024); Samet (2025); Wu y
contenido modular listas, tablas y secciones légicas extraccion otros (2025)
semantica
Datos Uso de Schemaorg Marcado semantico del Comprension y Barnard y Artz (2023); Chen y otros (2025d);
estructurados (JSON-LD) contenido mediante datos extraccion Couto y Mouco (2025); Reyes-Lillo y otros
estructurados semantica (2025a; 2025b); Enache (2025); Karamuk

(2025); Namdev (2025); Sharma y Dhiman
(2025); Schanbacher (2025); Rajaguguk y otros
(2025); Soukaina (2025); Tripathi (2025)

Optimizacién

Reconocimiento

Identificacion clara de personas,

Comprension y

Barnard y Artz (2023); Raju y otros (2025);

basada en explicito de organizaciones y conceptos extraccion Rosen (2025); Couto y Mouco (2025)
entidades entidades semantica

Optimizacion Densidad de citacion Incrementar citas en medios, Activacion y Rosen (2025)

basada en en fuentes fiables entornos académicos y dominios presencia de

entidades institucionales entidades

Optimizacion Alineacion con grafos ~ Uso de Wikidata, identificadores Activacion y Cook (2025); Rosen (2025)

basada en de conocimiento y estructuras optimizadas para |IA presencia de

entidades entidades
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SEO técnico Optimizacion técnica Optimizacion movil, robotstxt, Accesibilidad Rajaguguk y otros (2025); Schanbacher (2025);
basica sitemaps, tiempos de carga... técnica Sharma (2026)

SEO técnico HTML semantico y Uso correcto de jerarquia HTML Accesibilidad Barnard y Artz (2023); Kumar y Palkhouski
URLs canonicas y control de duplicidades técnica (2025); Namdev (2025); Schanbacher (2025);

Wu y otros (2025)

Repositorios
digitales

Metadatos
normalizados e
identificadores
persistentes

Mejora de trazabilidad y
atribucién

Verificabilidad y
anclaje factual

Reyes-Lillo y otros (2025a; 2025b)

Mecanismos
experimentales

Ficheros SEO para
LLM

Uso de ficheros lims.txt, page-
nam.eyaml, page-name.md,
schema.json, evidence-of-
facts.json, open-graph.json

Comprension y
extraccion
semantica /
Accesibilidad
técnica

Reyes-Lillo y otros (2025a); Pol y otros (2025)
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